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Exemple des bandits stochastiques
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Bandits stochastiques à K bras

K–uplet de lois de paiements ν = (ν1, . . . , νK )
d’espérances µ1, . . . , µK −→ µ? = max

k=1,...,K
µk

A chaque tour t = 1, 2, . . .,
1. La statisticienne choisit un bras It ∈ {1, . . . ,K}
2. Elle reçoit un paiement Yt de loi νIt conditionnellement à It
3. Ce paiement est le seul retour sur son choix

−→ Dilemme exploration–exploitation
estimer les lois νk vs. obtenir de bons paiements Yt

Regret : RT =
T∑

t=1

(
µ? − E[Yt ]

)

Extension au cas de contextes −→ sélection de publicités,
traitements médicaux, etc.



Exemple : bandits Méthode Conclusion

Résultats fondateurs entre 1985 et 2002 revus et améliorés

1. Création d’algorithmes p.ex. de la forme

It ∈ arg max
j∈{1,...,K}

µ̂j(t) +

√
ln t

Nj(t)
︸ ︷︷ ︸

moyenne empirique + bonus d’exploration

2. Dérivation de bornes supérieures sur le regret de ces algorithmes

distribution-dependent RT 6 C (ν) lnT

distribution-free sup
ν sur [0,1]

RT 6 50
√
KT

3. Dérivation de bornes inférieures sur le regret de tout algorithme



Exemple : bandits Méthode Conclusion

Résultats fondateurs entre 1985 et 2002 revus et améliorés

−→ Focus sur les bornes inférieures

Pour tout modèle D,
pour tout algorithme « raisonnable »,
pour tout problème de bandits ν ∈ D,

lim inf
RT

lnT
>

K∑

a=1

µ? − µa
Kinf(νa, µ?,D)

,

où Kinf(νa, µ
?,D) = inf

{
KL(νa, ν

′
a) : ν ′a ∈ D t.q. µ′a > µ?

}

Preuve : Pour toute v.a. Z à valeurs dans [0, 1] et mesurable en l’information HT disponible à la fin du tour T ,

K∑
k=1

Eν
[
Nk (T )

]
KL(νk , ν

′
k ) = KL

(
PHT
ν , PHT

ν′
)

> kl
(
Eν [Z ], Eν′ [Z ]

)
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Résultats fondateurs entre 1985 et 2002 revus et améliorés

−→ Focus sur les bornes inférieures

Pour tout algorithme (même non raisonnable),

sup
ν sur [0,1]

RT > 1

20

√
KT

A noter : écart 1 000 entre 50 et 1/20 −→ à améliorer

Preuve : Pour toute v.a. Z à valeurs dans [0, 1] et mesurable en l’information HT disponible à la fin du tour T ,

K∑
k=1

Eν
[
Nk (T )

]
KL(νk , ν

′
k ) = KL

(
PHT
ν , PHT

ν′
)

> kl
(
Eν [Z ], Eν′ [Z ]

)
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L’approche de la mathématicienne
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Quatre étapes

1 Cadre et objectif de prévision (= modélisation)

2 Enoncé d’un algorithme,
si possible computationnellement efficace

3 Borne supérieure de performance sur le critère

4 Optimalité : borne inférieure pour tout algorithme

Difficulté de chaque étape variable selon les problèmes

Parfois l’étape 1 est la plus difficile
Particulièrement vrai pour problèmes industriels : savoir par quel bout le prendre

Mathématicienne = particulièrement intéressée par l’optimalité
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Sujet typique au LMO : apprentissage statistique

1. Cadre et objectif

Données (xj , yj) modélisées comme la réalisation de (Xj ,Yj) i.i.d.

Prévoir étiquette Y pour nouveau contexte X
Y à valeurs 0–1 ou dans R

Fonction de perte ` : X × Y → R+

Ensemble F de prédicteurs −→ trouver le meilleur dans F
I.e., construire f̂n ∈ F tel que

E
[
`
(
f̂n(X ), Y

)]
proche de inf

f ∈F
E
[
`
(
f (X ), Y

)]

2. Algorithme ?

« Empirical risk minimizer » −→ NP-difficile à calculer
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Exemple de difficulté quant à 3. Borne supérieure de performance

Forêts aléatoires (cf. travaux au LMO et au CMAP en ce sens)

Deep learning

Intelligence artificielle
(IA)

Apprentissage automatique
(machine learning)

Réseaux de neurones

Deep learning

SVM

Regression

Classification 
automatique

Forêts aléatoires

La mathématicienne veut établir des garanties de performance
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Dernier challenge relevé au LMO (résolu le mois dernier !) :

4. Adaptation optimale à la régularité de Hölder en bandits

Cadre : Bandits stochastiques indexés par intervalle [a, b]

Fonction de paiement f régulière : α–Hölder avec constante L

Mais α et L inconnus ; s’ils étaient connus,

RT 6 O
(
L1/(2α+1) T (α+1)/(2α+1)

)

cf. courbe bleue pointillés ; mais prix à payer, en puissances de T
(surprenant !)

Since the above inequality holds for any T sufficiently large, this implies that for all ✏ > 085

✓(↵) + ✏ > 1 � ✓(�)
↵

↵ + 1
� ✏

↵

↵ + 1
. (18)

Which yields the desired result as ✏ ! 0.86

87

First of all, one may deduce the usual non-adaptive minimax lower bounds by taking ↵ = � in (13);88

this yields ✓(↵) > (↵+ 1)/(2↵+ 1). Moreover, this bound forbids reaching the usual minimax rates89

simultaneously. Indeed if ✓(�) = (� + 1)/(2� + 1), then for ↵ 6 �90

✓(↵) > 1 � � + 1

2� + 1

1

↵ + 1
>

↵ + 1

2↵ + 1
. (19)

However this is not the end of the story. Borrowing from statistical terminology, let us call a rate91

function admissible, if it is a minimal solution of (13) (or equivalently of (14)). We overload this92

term and call an algorithm admissible, if it achieves admissible rates.93

Looking closely at Proposition 2, it appears the admissible rate functions are exactly the family94

✓m : ↵ 7! max

✓
m , 1 � m

↵

↵ + 1

◆
, m 2 [1/2, 1] . (20)

Indeed, the ✓m’s are obviously all solutions of (14) as they go to m as ↵ goes to infinity. Moreover,95

for any admissible rate function ✓, calling m = ✓(1), equation (14) shows that 1/2 6 m 6 1 and96

✓ > ✓m. Thus, ✓m being a solution of (14), this implies that ✓ = ✓m.97

If m = (� + 1)/(2� + 1), then ✓m(�) = (� + 1)/(2� + 1), which means that the rate is the usual98

minimax rate at �.99

If an algorithm matches one of these rates then no other algorithm can be uniformly better : it is100

admissible. Matching these lower bounds is non-trivial and would give significant improvement over101

the existing non-adaptive algorithms.102

Figure 1: Plots of the admissible rate functions ↵ 7! ✓m(↵). It is impossible for an algorithm to have a regret
guarantee that is everywhere under one of these curves.

A similar but more tedious analysis can be carried about the optimal dependence on L and ↵ of the103

constant. This can be done by considering the achievable constants C(↵, L) i.e. such that104

sup
↵,L>0

1

C(↵, L)
lim sup
T!1

supf2H(L,↵) RT

T ✓(↵)
< +1 . (21)

4
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Conclusion (s’il en fallait une)
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Mathématiciens focalisés sur « core AI »
= analyse mathématique des méthodes de machine learning

Travail principal = produire des théorèmes

= bornes supérieures et bornes inférieures sur la performance
d’algorithme (si possible « matching »)

Mais aussi

– intérêt au côté computationnel
– écriture de packages R et Python
– collaborations industrielles

En France : machine learning traité dans les laboratoires
d’informatique et de mathématiques avec une approche un peu différente

Mais on croise majoritairement des collègues de « computer science »
dans les conférences NIPS, COLT, ICML

Beaucoup de postes académiques encore à pourvoir !
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Tout doctorat de mathématiques permet de briller en IA, cf.

Vidéos sur le site du LMO −→ www.math.u-psud.fr/Maths-IA

Ex : Jérôme Pesenti, VP IA de FaceBook et ancien du LMO

www.math.u-psud.fr/Maths-IA
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